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Введение 

Бурное развитие социальных сетей влечет за собой распространение 

больших потоков информации. Информация, которая находится в 

социальных сетях, является выражением мнений пользователей практически 

всех социальных групп населения, их знаний и интересов.  

На таком объеме данных есть множество проблем для решения 

повседневных задач, одна из которых заключается в определении 

профессиональных интересов пользователей на основе автоматического 

анализа текстов в социальной сети «ВКонтакте». Выявление интересов 

может быть необходимо для любой цели, как рекламной, так и 

аналитической, например, для прогнозирования профессиональной 

ориентации выпускников школ (гуманитарий, естественно-научный или 

математический профиль). Решение текущей задачи позволит выявлять на 

ранних этапах профессионализацию абитуриентов для дальнейшей работы с 

ними в центрах профориентации и довузовской подготовки.  

Данная работа основана на лингвистических методах анализа текста, 

результаты которых используются в методиках автоматической обработки 

текстовых данных, в первую очередь – через создание автоматических 

классификаторов текстов персональных страниц «ВКонтакте». 

Целью работы является разработка системы для определения 

профессиональных интересов на основе автоматического анализа текстов 

пользователей в социальной сети "ВКонтакте". Основные задачи, которые 

необходимо решить: 

1. Исследовать предметную область; 

2. Определить инструменты для разработки; 

3. Собрать данные для анализа; 

4. Изучить представление текстовых данных; 

5. Классифицировать тексты; 

6. Построить модель машинного обучения; 

7. Реализовать систему. 
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Обработка информации на основе данных пользователей разделена на 

несколько подзадач: 

1. Анализ страниц студентов, обучающихся в Тюменском 

государственном университете на факультетах трех основных 

направлений – математического, гуманитарного и естественно-

научного; 

2. Разделение текстов со страниц пользователей на три группы по 

признаку обучения студента (математический, гуманитарный или 

естественно-научный профиль); 

3. Построение модели машинного обучения на основе полученных 

текстовых данных; 

4. Применение модели машинного обучения на текстах со страниц 

студентов и абитуриентов. 
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Глава 1. Методы анализа данных социальных сетей 

1.1 Обзор систем для определения интересов пользователей в 

социальных сетях 

Рассмотрим некоторые существующие решения задачи моделирования 

интересов пользователей социальных сетей, использующие различные 

подходы и данные. Определим критерии, на которые будем обращать 

внимание при сравнении рассматриваемых методов моделирования 

интересов:  

1. Универсальность подхода. Разные социальные сети обладают своими 

особенностями, отсутствующими в других сетях. Это также относится к 

типам анализируемых данных. Необходимо иметь возможность применения 

подхода к любым социальным сетям с минимальными доработками. 

2. Практическая применимость алгоритма, т.е. возможность на 

основании алгоритма построить практическое приложение для анализа 

интересов пользователей в реальном времени. 

3. Проведение тестирования, т.е. наличие экспериментальных оценок 

качества модели найденных интересов. 

1.1.1 Исследование в социальной сети Facebook: анализ частоты 

использования слов 

Исследование [1] проводилось в социальной сети Facebook. Для 

определения интересов пользователей авторы подхода используют: 

1. Анализ частоты употребления различных слов-существительных в 

сообщениях пользователя; 

2. Применение пользователями функционала «Мне нравится»: анализ 

публикаций (постов), которые понравились пользователю (т.е. 

публикаций, которым он поставил «Мне нравится»). 

Идея анализа частоты употребления слов состоит в том, что 

пользователи чаще других используют слова, характерные для интересующей 
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их области. Авторы подхода применяют метрику Term Frequency (частота 

слова, TF) - отношение числа использований какого-то слова в документе к 

общему количеству слов этого документа. Таким образом, оценивается 

важность слова 𝑡𝑖 в пределах отдельного документа (набора сообщений): 

𝑡𝑓(𝑡𝑖 , 𝑑) =
𝑛𝑖

∑ 𝑛𝑘𝑘
, (1) 

где 𝑛𝑖 - количество использований слова 𝑡𝑖 в документе 𝑑, а в знаменателе — 

общее количество слов в документе 𝑑. 

Используемый подход схематично изображен на Рисунке 1.  

Рисунок 1. Процесс определения интересов пользователей 

Рассмотрим подробнее каждый из этапов: 

1. Удаление стоп-слов (stopwords). Под стоп-словами понимаются 

слова, несущественные для решения данной задачи и только 

вносящие зашумлённость. Например, “the”, “a”, “an”, “of” и другие 

– слова, никак не отображающие интересы пользователя. 

2. Нормализация слов. В сообщениях пользователей часто 

встречаются различные нестандартные конструкции, 

сокращения/аббревиатуры, ошибки в словах. Например, “lol”, 

“cuz”, “c u”, “b4” и т.д. Процесс нормализации состоит в том, 

чтобы привести такие выражения к словарному виду. 

3. Морфологическая   разметка. Этап автоматической обработки 

текста, задача которого состоит в определении частей речи и 

грамматических характеристик слов в тексте с присвоением им 

соответствующих меток (тегов). 
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4. Выделение существительных. В данном подходе после этапа 

морфологической разметки для определения интересов 

пользователя рассматриваются только слова-существительные, так 

как они содержат основной содержательный смысл текста. 

После этапа предобработки сообщений следует этап выделения 

интересов. Для оценки веса (значимости) интереса авторы подхода 

используют формулу: 

userInterestWeight = log(𝑇𝐹 + 1) ∗ (log(𝐿𝑖𝑘𝑒 + 1) + 1),    (2) 

где TF – частота использования слова W в сообщениях, а Like – число 

публикаций со словом W, которые понравились пользователю. 

После вычисления весов несущественные слова-интересы отсекаются 

по порогу. Например, результирующий набор интересов может оказаться 

таким: вечеринки, автомобили, любовь, фитнес, видео, танцы. 

Авторы подхода не приводят результатов оценки качества подхода, 

ограничиваясь несколькими примерами работы. 

Среди минусов данного подхода можно выделить: 

 ограничение использования слов-существительных, хотя слова 

других частей речи так же могут быть специфичны для некоторой области 

интересов; 

 не учитываются разные типы сообщений и публикаций 

пользователя. Например, публикация-новость, которая может не 

представлять интерес пользователя. 

1.1.2 Исследование в социальной сети Twitter: построение тематической 

модели с регуляризацией 

Объектом исследования [2] являются пользователи социальной сети 

Twitter. Данный метод моделирования интересов пользователей построен 

на анализе связей в социальном графе. 

Близлежащие (связанные) вершины в социальном графе часто 

имеют много общего, образуя множества (кластеры) связанных, похожих 
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по какому- либо критерию, вершин. Применительно к анализу интересов 

это значит, что связь между пользователями может обозначать наличие 

общего интереса. При этом под связью в социальном графе чаще всего 

понимаются явные (explicit) связи, например, пользователи-друзья 

(friends) или связь подписки (following), т.е. связи, которые явно задаются 

самим пользователем, например, на уровне настроек его профиля в 

социальной сети. 

В социальной сети Twitter можно выделить 3 типа связей: 

1. подписка (following) – пользователь добавляет другого 

пользователя в свой список друзей и читает все его сообщения. 

2. ретвиты (retweeting) – пользователь пересылает сообщения 

других пользователей. 

3. упоминание (mentioning) – пользователь в своем

 сообщении упоминает другого пользователя. 

Авторы подхода отмечают, что, согласно исследованиям, связь, 

основанная на ретвитах, является более точным признаком соответствия 

(релевантности) тем в сообщениях, чем другие виды связей. 

Учитывая динамичность Twitter’a, новые связи между 

пользователями постоянно возникают и исчезают. Методы, основанные на 

идее анализа только явных связей, сложно адаптируются к динамичности 

связей и не подходят для исследования различных видов связей. Поэтому 

авторы подхода оценивают схожесть вершин в социальном графе на 

основании локальных неявных связей. Например, 2 пользователя, 

имеющие общих читателей (follower) или подписанных (following) на 

общих пользователей, возможно, имеют схожие темы интересов. 

Авторы подхода используют 2 вида представления интересов 

пользователя: 

1. Распределение тем, полученное с помощью одного из механизмов 

тематического моделирования (topic modeling). 
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2. Хэштеги (#hashtag), воспринимающиеся как  идентификаторы 

отдельных тем. 

Для удобного анализа графа связей, его преобразовывают в 

двудольный граф связей (рис. 2). Связи разбиваются на 2 типа: 

 In-Links. На пользователей v1 и v3 ссылается (имеет связь) один 

и тот же пользователь v2. 

 Out-Links. Пользователи v1 и v3 ссылаются (имеют связь) на 

одного и того же пользователя v4. 

Каждой связи между вершинами u и v в двудольном графе присвоен 

коэффициент 𝑤𝑅(𝑢, 𝑣) - вес, характеризующий силу этой связи (например, 

вес может вычисляться как количество ретвитов между пользователями 

по этой связи). Для каждой пары вершин оценивается их схожесть по 

каждому из двух типов связей: пользователь представляется как вектор 

весов 𝑊, а  схожесть вычисляется как косинус угла между векторами двух 

пользователей: 

𝑊𝑋(𝑢, 𝑣) =  ∑
𝑤𝑅  (𝑢, 𝑎) ∗  𝑤𝑅  (𝑣, 𝑎)

√(∑ ,𝑎 𝑤𝑅
2 (𝑢, 𝑎′)) ∗ (∑ ,𝑎 𝑤𝑅

2 (𝑣, 𝑎′))
𝑎∈𝑉𝑥

 , (3) 

где X – H (для Hub Set и 𝑉𝐻 – вершины из Hub Set) или A (для Authorities 

Set и 𝑉𝐴 – вершины из Authorities Set). 

 

Рисунок 2. Преобразование графа связей в двудольный. Сплошные линии - 

Out-Links, Пунктирные линии - In-Links 

Для каждого вида связей (in- или out-) вводится коэффициент 
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регуляризации: 

 

(4) 

где 𝑓𝑖(𝑗) – мера, обозначающая насколько пользователю i интересна тема j. 

Оценка интересов пользователя, полученная в результате работы 

алгоритма с регуляризацией по связям, не должна сильно отличаться от 

оценки интересов 𝑓𝑢, полученных из собственных сообщений пользователя. 

Для этого вводится сглаживающий коэффициент регуляризации: 

 

(5) 

Соединив введенные коэффициенты, авторы в данном подходе 

используют следующую целевую функцию: 

 
(6) 

где 𝛼, 𝛽, 𝛾 ≥ 0, 𝛼 + 𝛽 + 𝛾 = 1 – коэффициенты, регулируя которые, можно 

настраивать алгоритм на учет in-links, out-links или собственных весов 

интересов пользователя в большей или меньшей степени. 

Вычисляя производную O(L), авторы выводят итеративную формулу 

для 𝑓𝑢(𝑘), используя которую в итеративном алгоритме, получают 

результирующие темы, наиболее интересные пользователю u. 

Оценка качества работы проводилась на собственном корпусе данных 

Twitter’a, собранном за 2 месяца. Авторы подхода подробно исследуют 

полученные результаты с использованием различных параметров α, β, γ, а 

также сравнивают их с другими методами. Для оценки качества 

реализованного метода используется вычисление перплексии (perplexity), 

отражающее обобщающую способность построенной модели - в случае 

представления интересов в виде распределения тем, а также вычисление 
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точности (precision) - в случае представления интересов в виде хэштегов. 

Результаты, полученные авторами, показывают, что построенный алгоритм 

с использованием обоих типов  ссылок работает лучше 

остальных рассматриваемых. 

К плюсам данного подхода следует отнести использование графа 

связей пользователей для построения более точных моделей интересов. 

Также алгоритм является достаточно гибким в конфигурировании, так как 

позволяет настраивать различные параметры работы, например, в какой 

степени учитывать каждую составляющую: in-links, out-links и собственные 

интересы. 

К минусам стоит отнести некоторые ограничения, наложенные 

авторами: использование только связей по retweet’ам; не рассматривается 

процесс извлечения тем. Кроме этого, в реальных больших социальных 

графах анализ неявных связей может быть трудоемкой задачей из-за 

большого перебора вершин. Если дополнительно учесть, что авторы 

используют итеративный алгоритм – это делает данный подход сложным для 

использования в практическом приложении. 

1.1.3 Исследование в WikiPedia: сопоставление тегов и статей со 

страницами пользователей 

В основе метода [3] лежит использование фолксономии – таксономии 

контента (текстов, ссылок, фото, видео клипов и т.п.), задаваемой 

пользователями посредством произвольно выбираемых меток, называемых 

тегами. 

В множестве социальных сервисов (Flickr, Delicious, Last.fm) 

пользователь может задавать произвольные метки-теги на свои данные 

(контент). Как показывают исследования, пользователь задает теги в 

первую очередь для личных нужд (например, удобство поиска с течением 

времени), поэтому можно считать, что используемые теги характеризуют 

профиль пользователя. В частности, из этого профиля можно попытаться 
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извлечь интересы пользователя. В данном методе на основании 

используемых пользователем тегов строятся семантические профили 

интересов пользователей. 

Авторы подхода заметили, что в различных социальных сетях и 

сервисах часто используются разные аккаунты одного пользователя. 

Некоторые сервисы позволяют пользователю указывать ссылки на другие 

аккаунты. Это позволяет при построении интересов использовать 

различные множества тегов – из различных аккаунтов и сервисов, что 

должно привести к более точной и полной модели интересов. 

Для построения семантически осмысленного множества интересов 

пользователя в данном подходе используется алгоритм, определяющий 

соответствие между тегами и категориями/определениями энциклопедии 

Wikipedia. 

Схематически процесс построения профиля интересов пользователя 

изображен на рисунке 3. 

 

Рисунок 3. Архитектура построения профиля интересов 

Рассмотрим каждый из этапов подробнее: 

1. Корреляция (сопоставление) аккаунтов. С помощью инструмента Google 
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Social Graph, осуществляется поиск аккаунтов текущего пользователя в 

других социальных сервисах. Алгоритм упрощается, если пользователь явно 

задал в профиле ссылку на другие аккаунты. 

2. Корреляция (сопоставление) данных. С каждого ресурса, полученного на 

шаге 1, извлекается множество тегов пользователя. Для каждого отдельного 

ресурса необходим свой адаптер-собиратель (scrapper) тегов. 

3. Фильтрация тегов. Так как теги создаются пользователями для их же 

удобства, то никаких строгих правил на создаваемые теги в общем случае 

нет. Поэтому теги часто оказываются зашумленными, т.е. содержат ошибки, 

сокращения, аббревиатуры и другие специфичные конструкции. Также могут 

быть теги-синонимы или разные составные теги, обозначающие один термин. 

Для улучшения качества модели используется предобработка и фильтрация 

тегов – исправление ошибок, объединение лексически схожих тегов. 

4. Построение профиля. Для определения результирующего набора интересов 

множество отфильтрованных тегов ставится в соответствие взвешенному 

списку категорий Wikipedia. Для каждого тега ищется статья в Wikipedia с 

использованием ссылки вида https://ru.wikipedia.org/wiki/<term>. Если статья 

найдена, то из нее извлекается список категорий - возможные интересы 

пользователя. Вес каждой категории равен количеству различных тегов, 

соответствующих данной категории.  

Авторы проводят тестирование на собственном наборе данных, 

полученном из социальных сервисов Delicious и Flickr. Результаты показали, 

что около 42% тегов были успешно сопоставлены с категориями в Wikipedia. 

Эксперимент проводился приблизительно на 1300 пользователях, для каждого 

из которых алгоритм отобрал в среднем по 15 интересов. 

К плюсам данного подхода можно отнести идею использования 

нескольких аккаунтов одного пользователя. Однако данный подход не 

анализирует социальные связи и их влияние. Понятие тегов есть не во 

всех социальных сетях, и не все пользователи ими пользуются. Также 
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данный алгоритм обладает ограничениями, связанными с использованием 

категорий Wikipedia, например: 

 теги могут быть многозначными, то есть в Wikipedia существует 

несколько различных страниц по этому термину – алгоритм такие 

теги пропускает; 

 теги могут быть составными – такие теги алгоритмом 

дополнительно не обрабатываются; 

 часто тег может напрямую не соответствовать никакому 

определению в Wikipedia. 

Основные направления моделирования интересов пользователей 

На основании рассмотренных подходов можно выделить 2 основных 

направления моделирования интересов пользователей: 

 анализ контента самого пользователя; 

 анализ связей пользователя. 

Понятие контента и связей пользователя есть в большинстве 

социальных сетей, что делает подходы, использующие эти данные 

достаточно универсальными. 

Анализ связей приводит к построению моделей, обладающих 

большей обобщающей способностью, так как в его основе лежат 

основные принципы формирования социальных сетей, 

подтверждающиеся многими социальными исследованиями. В то же 

время, анализ большого количества связей может быть затратным по 

времени, в следствие чего ограничивается использование такого анализа в 

реальном практическом приложении. 

Стоит отметить, что большинство исследований не содержит какие-

либо численные оценки полученных результатов и ограничивается 

некоторыми примерами работы. 
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1.2 Социальные сети и образование 

Социальные сети набирают все большую популярность в качестве 

информационного ресурса. На основе этого свойства, которые присуще 

социальным сетям, как, например, пользовательская генерация контента и 

интерактивность, делают актуальным разработку методов для оценки 

содержания страниц пользователей. Также за счет своей универсальности 

анализ контента в социальных сетях набирает все большую популярность в 

социально-экономических исследованиях, в том числе и в области 

образования. 

Социальный контент учащегося формируется во время его обучения и 

является значимой информацией для анализа его потенциального поведения, 

интересов, а также анализа полученных знаний и умений. Основная проблема 

заключается в отсутствии измеряемых показателей и объективных критериев 

для того, чтобы оценить дальнейшее поведение пользователей на основе их 

данных в социальных сетях. 

Для решения данной проблемы полезен такой метод исследования, как 

контент-анализ. Этот метод заключается в выявлении частоты появлений в 

тексте каких-то определенных интересующих характеристик, с помощью 

которых производится сбор статистики на основе определенных групп 

пользователей. Исходя из определенных характеристик и собранной 

статистики, можно сделать какие-то выводы относительно намерений 

создателя текста или его будущих реакций. 

1.3 Контент-анализ в социальных сетях 

Главная особенность контент-анализа заключается в применении 

статистических методов для анализа массивов однотипных текстов (выборка, 

стандартизированная техника, статистические методы обработки и анализа), 

когда необходима особая надежность выводов. Метод, который 

первоначально применялся для изучения журнальных и газетных текстов, 

развился и стал применяться в исследованиях содержания спектаклей, 

кинофильмов, радио- и телепередач, а также других типов текстов. Также 
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метод активно используется для изучения механизмов пропаганды, 

экономических и политических процессов. Особенно в последние годы 

контент-анализ стал очень часто использоваться для статистического 

информационного анализа рекламных текстов, в том числе в Интернете [4, 

5]. 

Основная процедура контент-анализ заключается в выделении в 

рассматриваемом тексте интересующих исследователя элементов 

содержания, их классификация в соответствии со схемой исследования, а 

также последующий подсчет и количественная оценка. 

Контент-анализ основан на стандартизации процедур поиска, 

определении в содержании изучаемого документа единиц счета, в качестве 

которых выступают отдельные слова, оценки, точки зрения, аргументы, 

суждения, выраженные в форме предложений, фрагментов текстов или 

абзацев, а также различные виды публикаций (по жанру, тематике, типам 

авторов и др.) [6]. 

Для проведения контент-анализа необходимо: 

а) определить категории анализа; 

б) выделить смысловые единицы; 

в) определить единицы счета.  

Категория анализа – это понятие, которое отражает изучаемую 

характеристику конфликта. Смысловой единицей является фрагмент текста, 

содержание которого отражает категорию анализа. Единицей счета является 

мера оценки смысловых единиц.  

Контент-анализ в социальных сетях, который основан на 

компьютерных технологиях и современном программном обеспечении, 

позволяет [6]: 

 определить, что содержится под понятиями «объект» и «признак» в 

рамках их частотного выражения;  
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 выделить такую основную смысловую единицу, которая находит 

выражение в некотором тексте, например, в предложении;  

 установить взаимосвязь частотных распределений различных 

признаков объектов; 

 построить логику взаимодействия объекта и его признаков 

относительно друг друга; 

 формировать частотное распределение признаков в объектах; 

 формировать искусственные смысловые пространства текста; 

 осуществить формализованный статистический анализ смысловых 

структур текста. 

1.4 Определение профессиональной ориентации потенциальных 

абитуриентов 

Исследование по определению профессиональных интересов 

пользователей социальной сети «ВКонтакте» уже было рассмотрено 

авторами А.А. Степаненко, К.С. Шиляев, З.И. Резанова. В своей статье [7] 

они рассказывают о методах анализа контента сообществ и пользователей в 

социальной сети. 

На основе автоматического анализа открытых текстов выпускников 

школ в социальной сети «ВКонтакте» происходит прогнозирование 

профессиональных интересов, которые, в свою очередь, подразделяются на 

гуманитарный, естественно-научный и математический профили. В основе 

анализа применяются лингвистические методы, которые используются в 

методиках автоматической обработки текстовых массивов. Обработка 

заключается в создании классификаторов текстов личных страниц по трём 

группам интересов их авторов: гуманитарное, естественное и 

математическое. 

Авторы А.А. Степаненко, К.С. Шиляев, З.И. Резанова доказывают, что 

"существующие пользовательские данные на страницах потенциальных 

абитуриентов содержат сведения об их интересах к той или иной предметной 
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области. Данные берутся со стены персональной интернет-страницы 

пользователя социальной сети «ВКонтакте». Стена пользователя в свою 

очередь отражает портрет и поведение пользователя.  

В основном, все выделяемые в составе стены речевые жанры 

разделяются на два функциональных типа, которые противопоставляемы по 

отношению к самому создателю страницы: посты создаются автором 

страницы, а репосты – это копии чужих постов, распространяемых автором 

страницы из-за совпадения интересов и точки зрения автора. 

Вся работа авторов была разделена на 2 этапа: 

Этап 1: Анализ стен сообществ 

1. Поиск профессионально ориентированных сообществ «Вконтакте» в 

соответствии трем научным направлениям: гуманитарное, 

математическое и естественное; 

2. Частотный анализ лексических единиц, использованных в текстах 

стен сообществ; 

3. Составление тематических словарей ключевых слов на основе 

лексических единиц из текстов сообществ; 

Этап 2: Анализ персональных страниц пользователей 

1. Анализ обучающихся страниц студентов на факультетах трех 

основных направлений – гуманитарного, математического и 

естественно-научного; 

2. Разделение текстов со страниц пользователей на три группы по 

признаку обучения студента на факультете; 

3. Расчет частотности единиц выделенных тезаурусов в текстах 

каждого из направлений; 

4. Построение алгоритма машинного обучения; 

5. Выявление профессиональных интересов пользователей на основе 

информации на их страницах. 
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Особенно важным являлся отбор текстов со всей стены пользователя: 

на этих данных проверялась гипотеза о том, что выделенные на первом этапе 

лексические маркеры могут стать основой классификации текстов 

тематически неориентированного общения пользователей. 

Авторы «намеренно не использовали терминологические словари, 

ориентированные на профессиональных пользователей, но предпочли 

выбрать лексику путем контент-анализа сообществ». Анализ проводился с 

помощью программы «MyStem 3.0» [8].  

Для проверки необходимо было предварительно обработать текст: 

исключить из него служебные части речи, знаки препинания, а также 

привести текст к нормальной форме (привести лексические единицы к 

единому формату). Нормализация текста включала в себя: приведение всех 

словоформ к начальной форме (лемматизация), использование «стоп-слов» 

(слов, не имеющих большого значения при анализе), а также удаление знаков 

препинания и фиксацию регистра. 

В результате был составлен словарь ключевых слов, в который было 

включено 432 лексические единицы по гуманитарному направлению, 120 

единиц – по естественному и 126 – по математическому.  

Авторами было доказано, что разработанные ими тезаурусы 

действительно влияют на классификацию текстов, что было представлено на 

диаграмме размаха частот.  

Визуально различия дисперсий частот маркеров тематических 

тезаурусов относительно стен сообществ было представлено в виде 

диаграммы размаха (рис. 4). 
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Рисунок 4.  Диаграмма размаха частот лексических единиц тематических 

тезаурусов относительно стен групп 

На оси ординат отображены данные о средней частоте использования 

лексических единиц по тематическим тезаурусам, а на оси абсцисс – 

тезаурусы. 

На следующем этапе к анализу были привлечены тексты персональных 

страниц обучающихся студентов. В анализируемый материал были 

включены все публикации на стенах пользователей. 

Основная процедура анализа на данном этапе – расчет частотности 

единиц выделенных тезаурусов в текстах каждого из направлений. 

Частотный анализ лексических единиц рассчитывался по классической 

формуле определения вероятности 𝑃 =  
𝑚

𝑛
, где P – вероятность использования 

лексики, принадлежащей определенной тематической группе тезауруса; m – 

абсолютная частота термина; n – сумма частот всех лексических единиц в 

словаре. Таким образом, редуцируя абсолютные частоты лексических 

единиц, авторы исключили возможность влияния объема текста на 

значимость атрибутов (единиц тематических тезаурусов). 

Авторы статьи утверждают, что «статистический анализ 

свидетельствует о возможности использования маркеров в процессе 

атрибуции текстов персональных страниц в соответствии с 
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профессиональными интересами их авторов». В качестве подтверждения 

представлена диаграмма размаха частот, на которой видны различия 

использования тематических маркеров по трем научным направлениям (рис. 

5): на оси ординат отображена средняя частота использования лексических 

единиц на страницах пользователя, а на оси абсцисс – тезаурусы. 

 

Рисунок 5. Диаграмма размаха частот лексических единиц по тематическим 

тезаурусам относительно стен пользователей 

Для классификации текстов авторы статьи использовали следующие 

виды классификаторов: линейный дискриминантный анализ (LDA), метод 

опорных векторов (SVM), логистическая регрессия (LR), деревья решений 

(Trees), случайный лес (RF). Их эффективность была доказана в предыдущих 

работах [9,10]. Среди них наиболее успешным оказался LR (Логистическая 

регрессия), показывающий стабильный результат. 

Проведенный авторами анализ свидетельствует о том, что гипотеза о 

возможности формализации сведений об интересах пользователей 

«ВКонтакте» к той или иной области и их последующая автоматическая 

классификации текстов была подтверждена. 
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1.5 Классификация текстов 

Прогресс в области информационных технологий предназначил 

большое распространение обработки больших потоков данных в реальном 

времени. Многие простые операции повседневной жизни требуют 

автоматизированного создания, анализа и обработки различных данных. Так, 

например, использование телефона или кредитной карты. Поскольку эти и 

другие операции выполняются большим числом участников, необходимы 

массовые и распределенные потоки данных. Точно так же социальные сети 

содержат значительное количество нестандартных текстовых данных. 

Именно поэтому на сегодняшний день актуальна проблема создания моделей 

и алгоритмов, позволяющих эффективно обрабатывать большие потоки 

данных, особенно в условиях ограниченного времени. Для этих и других 

целей используются алгоритмы классификации текстов. 

Методы классификации текстов представляют две области – 

информационный поиск и машинное обучение. Их сходство заключается в 

способах представления документов и оценки качества алгоритмов. На 

сегодняшний день существует огромное количество методов и их различных 

вариаций, предназначенных для классификации текстов. У каждого из них 

существуют свои преимущества и недостатки, особенности, ограничения и 

области применения. 

Обучение модели всегда основывается на совокупности свойств набора 

документов, из-за этого могут возникать некоторые проблемы. Свойства 

могут изменяться с течением времени, и при построении классификатора 

нужно учитывать вероятные изменения исходного распределения данных 

[11]. Некоторые методы могут поддерживать инкрементное обучение, то 

есть, чтобы классификатор обучался в режиме реального времени на каждом 

отдельно взятом образце. При инкрементном обучении в процессе работы 

алгоритма обучающие примеры поступают последовательно, поэтому 

классификатору необходимо постоянно корректировать результаты обучения 

и дообучаться. Но в процессе работы меняется поведение классификатора, 
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что, в свою очередь, уменьшает его предсказуемость и может осложнить 

настройку системы. В то же время инкрементное обучение делает систему 

гораздо более гибкой, адаптируемой к изменяющимся условиям. При 

неинкрементном обучении вся обучающая выборка предоставляется 

полностью и сразу. 

При классификации в потоке не всегда удается контролировать 

скорость поступления новых данных. Это связано с тем, что некоторые 

классы документов могут встречаться в потоке только время от времени. 

Обнаружить такие редкие классы бывает довольно сложно, и классификация 

текстов в таких случаях становится чрезвычайно сложной задачей. 

Сравнение методов построения классификаторов является довольно 

непростой задачей из-за того, что разные входные данные могут приводить к 

абсолютно разным результатам. Поэтому важно реализовать их 

программную реализацию и вычисление эффективности на одинаковых 

наборах документов для обучения и тестирования. 

Постановка задачи классификации записывается следующим образом. 

Имеются множество документов D = {d1, …, d|D|} и множество 

возможных категорий (классов) C = {c1, …, c|C|}. Неизвестная целевая 

функция F: D ´ C ® {0, 1} задается формулой 

 
(7) 

Требуется построить классификатор F¢, максимально близкий к F. 

В такой постановке задачи следует отметить, что о документах и 

категориях нет никакой дополнительной информации, кроме той, которую 

можно извлечь из самого документа. 

Если классификатор выдает точный ответ: 

F¢: D ´ C ® {0, 1}, 

то классификация называется точной. 
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Если классификатор определяет степень подобия (Categorization Status 

Value) документа: 

CSV: D ® [0, 1], 

то классификация называется пороговой. 

Когда системе предоставляется набор примеров, связанных с какой-

либо заранее неизвестной закономерностью, то данный процесс называется 

обучением с учителем. Этот набор еще иногда называют обучающей 

выборкой. Ее используют для обучения классификатора и определения 

значения его параметров, при которых классификатор выдает лучший 

результат. Далее в системе вырабатываются основные правила, с помощью 

которых происходит разделение множества примеров на заданные классы. 

Качество разделения проверяется тестовой выборкой примеров. 

Если в задаче каждому документу может соответствовать только одна 

категория, то имеет место однозначная классификация, а если произвольное 

количество категорий, то многозначная классификация. 

Частным случаем однозначной классификации является бинарная 

классификация. В этом случае коллекцию документов нужно разбить на две 

непересекающиеся категории. Примером может служить задача определения 

тональности высказываний (положительная или отрицательная окраска) или 

задача обнаружения спама (является сообщение спамом или нет). Эти и 

другие подобные задачи решаются при помощи бинарного классификатора. 

Решение задачи классификации состоит из четырех последовательных 

этапов: 

 предобработка и индексация документов; 

 уменьшение размерности пространства признаков; 

 построение и обучение классификатора с помощью методов 

машинного обучения; 

 оценка качества классификации. 

При выборе конкретного алгоритма классификации следует учитывать 

особенности каждого из них. 
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1.6 Алгоритмы классификации 

Метод k ближайших соседей (k-NN) 

Алгоритм k ближайших соседей, вероятнее всего, является самым 

простым алгоритмом машинного обучения. Построение модели заключается 

в запоминании обучающего набора данных. Чтобы алгоритму сделать 

прогноз для новой точки данных, необходимо найти ближайшие к ней точки 

обучающего набора, то есть найти «ближайших соседей». 

Самым простым вариантом алгоритма k ближайших соседей является 

один ближайший сосед – это точка обучающего набора, которая ближе всего 

расположена к точке, для которой хотим получить прогноз. Прогнозом 

является ответ, который уже известен для данной точки обучающего набора 

(рис. 6). 

 

Рисунок 6. Модель одного ближайшего соседа 

В случае, когда задействуется произвольное количество соседей, для 

присвоения метки используется голосование (voting). В этом случае для 

каждой точки тестового набора подсчитывается количество соседей, 

относящихся к классу 0, и количество соседей, относящихся к классу 1. Затем 

точке тестового набора присваивается наиболее часто встречающийся класс: 
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выбирается тот, который набрал большинство соседей среди k ближайших 

(рис. 7). 

 

Рисунок 7. Произвольное количество соседей 

На рисунке отображена задача бинарной классификации, но этот метод 

можно применить к наборам данных с любым количеством классов. В случае 

мультиклассовой классификации подсчитывается количество соседей, 

принадлежащих к каждому классу, а затем снова прогнозируется наиболее 

часто встречающийся класс. 

Деревья решений (Trees) 

Деревья решений – это такой способ представления правил в 

иерархической и последовательной структуре, где каждому объекту 

соответствует единственный узел, который дает какое-то решение. Под 

правилом понимается логическая конструкция, представленная в виде "если 

... то ...". 

Дерево принятия решений – это ориентированное дерево, структура 

которого: 

 Не листовая вершина – один из признаков; 
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 Ребро – значение признака; 

 Листовая вершина – значений целевой функции (класс). 

Алгоритм 1: Общий алгоритм построения дерева принятия решений 

Входные данные  

     P ← множество признаков  

     T ← тестовые данные  

Результат работы  

     Дерево решений  

Сценарий  

1:    пока не рассмотрены все признаки, то повторять  

2:       p ← следующий признак из P  

3:       для каждого значения v выбранного признака p:  

4:          из тестовых данных T оставить только те, у которых p = v  

5:          рекурсивно построить дерево на выбранных данных,  

рассматривая P\p признаков  

6:       остановиться, если верно одно из:  

7:               все тестовые объекты принадлежат одному классу  

8:               закончились признаки  

9:               свой критерий 

 

Случайный лес (RF) 

Случайный лес — модель, которая состоит из множества деревьев 

решений. Модель является интерпретируемой, так как решения принимаются 

так же, как и человеком: задаются вопросы о доступных данных до тех пор, 

пока алгоритм не придет к определённому решению. Вместо того чтобы 

просто усреднять прогнозы разных деревьев (такая концепция называется 

просто «лес»), данная модель использует две ключевые концепции, которые 

и делают этот лес случайным: 
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1. При построении деревьев случайная выборка образцов из набора 

данных; 

2. Выбираются случайные наборы параметров при разделении 

узлов. 

В процессе тренировки каждое дерево случайного леса обучается на 

случайном образце из набора данных. Выборка образцов происходит с 

возмещением (в статистике этот метод называется 

бутстреппинг, bootstrapping), что даёт возможность повторно использовать 

образцы одним и тем же деревом. Каждое дерево по отношению к 

определённому набору тренировочных данных может быть 

высоковариативным. Понизить общую вариативность леса, не жертвуя 

точностью, можно с помощью обучения деревьев на разных наборах 

образцов. 

При тестировании результат выводится путём усреднения прогнозов, 

полученных от каждого дерева. Подход, при котором каждый обучающийся 

элемент получает свой набор обучающих данных (с помощью 

бутстреппинга), после чего результат усредняется, называется бэггинг 

(bagging, от bootstrap aggregating). 

Вторая базовая концепция случайного леса заключается в том, чтобы 

использовать определённую выборку параметров образца для разделения 

каждого узла в каждом отдельном дереве. При этом размер выборки обычно 

равен квадратному корню из общего числа параметров. То есть, например, 

если каждый образец набора данных содержит 16 параметров, то в каждом 

отдельном узле будет использовано 4. Хотя обучение случайного леса можно 

провести и с полным набором параметров, как это обычно делается при 

регрессии. 

Случайный лес сочетает сотни или тысячи деревьев принятия решений, 

обучая каждое на отдельной выборке данных, разделяя узлы в каждом дереве 

https://machinelearningmastery.com/bagging-and-random-forest-ensemble-algorithms-for-machine-learning/
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с использованием ограниченного набора параметров. Итоговый прогноз 

делается путём усреднения прогнозов от всех деревьев (рис 8). 

 

Рисунок 8. Принцип работы алгоритма случайного леса 

Логистическая регрессия (LR) 

Логистическая регрессия (logit model, logistic regression) является 

линейным методом классификации. Этот метод используется для 

предсказания вероятности возникновения некоторого события по значениям 

множества признаков. Для этого вводятся так называемая зависимая 

переменная y, которая может принимать лишь одно из двух значений – как 

правило, это числа 0 (событие не произошло) и 1 (событие произошло), и 

множество независимых переменных (также называемых признаками, 

предикторами или регрессорами) – вещественных x1, …, xn, на основе 

значений которых требуется вычислить вероятность принятия того или иного 

значения зависимой переменной. В случае классификации документов роль 

зависимой переменной выполняет категория ci, а роль независимых 

переменных – набор документов d1, …, dn. 
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Для улучшения обобщающей способности алгоритма, то есть для 

уменьшения эффекта переобучения, на практике часто рассматривается 

логистическая регрессия с регуляризацией. Регуляризация заключается в том, 

что вектор параметров q рассматривается как случайный вектор с некоторой 

заданной априорной плотностью распределения p(q). 

Мультиномиальная логистическая регрессия – это общий случай 

модели логистической регрессии, в которой зависимая переменная имеет 

более двух категорий. В модели мультиномиальной логистической регрессии 

для каждой категории зависимой переменной строится уравнение бинарной 

логистической регрессии. При этом одна из категорий зависимой переменной 

становится опорной, а все другие категории сравниваются с ней. Уравнение 

мультиномиальной логистической регрессии прогнозирует вероятность 

принадлежности к каждой категории зависимой переменной по значениям 

независимых переменных. 

Преимущества метода логистической регрессии: 

-     является одним из наиболее качественных; 

-     поддерживает инкрементное обучение; 

-     имеет относительно простую программную реализацию алгоритма. 

Недостатки метода: сложная интерпретируемость параметров алгоритма и 

неустойчивость по отношению к выбросам в исходных данных. 

 

Рисунок 9. Логистическая функция: 𝑓(𝑥) =
1

𝑥+𝑒−𝑥
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Метод опорных векторов (SVM) 

Метод опорных векторов (англ. SVM, support vector machine) – это 

набор подобных алгоритмов вида «обучение с учителем», использующихся 

для задач классификации и регрессионного анализа [12]. Основная идеей 

метода опорных векторов является перевод исходных векторов в 

пространство более высокой размерности, а также поиск разделяющей 

гиперплоскости с максимальным зазором в этом пространстве. Две 

параллельных гиперплоскости строятся по обеим сторонам гиперплоскости, 

разделяющей классы из исходных данных. Разделяющей гиперплоскостью 

будет гиперплоскость, которая максимизирует расстояние до двух 

параллельных гиперплоскостей. Данный алгоритм работает в 

предположении, что чем больше расстояние между этими параллельными 

гиперплоскостями, тем меньше будет средняя ошибка классификатора (рис. 

10).  

 

Рисунок 10. Выбор разделяющей гиперплоскости 

Для метода опорных векторов оптимальная разделяющая 

гиперплоскость строится на точках из классов. Ближайшие к параллельным 

гиперплоскостям точки называются опорными векторами. 

Метод опорных векторов работает с абстрактной векторной моделью 

предметной области. Это позволяет применять его для решения различных 
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задач машинного обучения. SVM используется для задач классификации 

текстов, распознавания речи и образов. 

Линейный дискриминантный анализ (LDA) 

Линейный дискриминантный анализ (Linear Discriminant Analysis, 

LDA) – это метод, который используется в статистике, при распознавании 

образов, а также в обучении машин для поиска линейной комбинации 

признаков, который разделяет два или более классов или событий. 

LDA основан на простой вероятностной модели, которая вычисляет 

условную вероятность принадлежности классифицируемого объекта X к 

классу К. Результат предсказания может быть получен по формуле Байеса. В 

качестве результата предсказания выбирается класс, для которого условная 

вероятность максимальна [13]. 

Для каждого события с известным классом  анализируется набор 

наблюдений  (называемых ещё переменными, признаками или 

измерениями). Набор таких событий называется обучающей выборкой. 

Задача классификации состоит в том, чтобы построить прогноз класса для 

распределённого объекта имея только наблюдения , при этом не 

обязательно содержащегося в обучающей выборке. 

1.7 Оценка качества классификации 

Допустим, контрольная выборка состоит из M объектов. Из них всего 

m классифицируются правильно. В таком случае доля правильных ответов A 

(от англ. accuracy) вычисляется по формуле: 

𝐴 =
𝑚

𝑀
 (9) 

Это одна из самых простых оценок, и она не всегда отражает реальное 

качество. [14, 15]. 

Допустим, что множество документов разбито по категориям. 

Обозначим v – это множество документов, принадлежащих классу, а u – это 

множество документов, которые приписаны классу алгоритмом 

классификации.  
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Полнота r (от англ. recall) классификации документов по классу 

вычисляется как отношение количества документов, принадлежащих к 

классу, к общему количеству документов, относящихся к данному классу: 

𝑟(𝑢) =  
|𝑢 ∩ 𝑣|

|𝑣|
   (10) 

Точность p (от англ. precision) классификации документов по классу 

вычисляется как отношение количества документов, правильно приписанных 

к классу, к общему количеству документов, приписанных к данному классу: 

𝑝(𝑢) =  
|𝑢 ∩ 𝑣|

|𝑢|
   (11) 

F-мера (F-measure) объединяет оценки точности и полноты в одну: 

𝐹(𝑢) =  
2 ∗ 𝑝(𝑢) ∗ 𝑟(𝑢)

𝑝(𝑢) + 𝑟(𝑢)
   (12) 

При этом если p(u)=0 или r(u)=0, то тогда и F(u) = 0. 

Для получения сводных характеристик оценок качества классификации 

по всем классам вводится макро-усреднение характеристик по всем 

рубрикам. 

Macro −  p =
1

|𝐶|
∑ 𝑝(𝑢𝑖)    (13)

|𝐶|

𝑖=1

 

Macro −  r =
1

|𝐶|
∑ 𝑟(𝑢𝑖)    (14)

|𝐶|

𝑖=1

 

Macro −  F =
1

|𝐶|
∑ 𝐹(𝑢𝑖)    (15)

|𝐶|

𝑖=1

 

Макро-усреднением характеристик является вычисление метрик по 

каждой рубрики, после чего результаты усредняются независимо от 

«мощности» запроса. 

Микро-усреднением характеристик является вычисление общего 

размера всех правильных ответов, на основе которых вычисляется искомая 

метрика. 
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1.8 Описание Open API социальной сети ВКонтакте 

Для получения необходимой информации из социальной сети 

ВКонтакте и ее дальнейшего анализа используется система Open API. API 

(Application Programming Interface) в общем случае это набор готовых 

классов, процедур, функций, структур и констант, предоставляемых 

приложением (библиотекой, сервисом) для использования во внешних 

программных продуктах. API определяет функциональность, которую 

предоставляет программа (модуль, библиотека), при этом API позволяет 

абстрагироваться от того, как именно эта функциональность реализована. 

API ВКонтакте представляет собой интерфейс, позволяющий получать 

информацию из базы данных vk.com с помощью HTTP-запросов к 

специальному серверу. Данные, полученные с помощью HTTP-запросов в 

формате JSON, десериализуются (преобразуются) в удобные для работы 

объекты. JSON (JavaScript Object Notation) – это текстовый формат обмена 

данными, полностью независимый от языка реализации, основанный на 

JavaScript. JSON-текст представляет собой (в закодированном виде) одну из 

двух структур:  

 набор пар ключ: значение. В различных языках это реализовано как 

объект, запись, структура, словарь, хэш-таблица, список с ключом 

или ассоциативный массив; 

 упорядоченный набор значений. Во многих языках это реализовано 

как массив, вектор, список или последовательность.  

Рассмотрим основные методы, которые будут использоваться далее для 

анализа информации. 

Метод wall.get возвращает список записей со стены пользователя или 

сообщества. 

Параметры 
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owner_id идентификатор пользователя или сообщества, со стены которого 

необходимо получить записи; 

domain короткий адрес пользователя или сообщества; 

offset смещение, необходимое для выборки определенного 

подмножества записей; 

count  количество записей, которое необходимо получить; 

filter  определяет, какие типы записей на стене необходимо получить. 

Среди возможных значений: предложенные записи, отложенные 

записи, записи владельца стены, либо не владельца стены, а 

также все записи со стены пользователей или сообществ; 

extended для получения дополнительной информации о пользователях или 

сообществах; 

fields список дополнительных полей, которые необходимо вернуть. 

Результат 

Если запрос выполнен успешно, возвращается объект, содержащий 

число результатов в поле count и массив объектов записей на стене в поле 

items. Если был задан параметр extended=1, возвращает число результатов в 

поле count, отдельно массив объектов записей на стене в 

поле items, пользователей в поле profiles и сообществ в поле groups. При 

использовании параметра fields возвращает список объектов пользователей 

или сообществ. 

Для получения расширенной информации о пользователях 

используется метод users.get. 

Параметры 

user_ids перечисленные через запятую идентификаторы пользователей 

или их короткие имена. Не более 1000; 
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fields список дополнительных полей профилей, которые необходимо 

вернуть; 

name_case падеж для склонения имени и фамилии пользователя. Возможные 

значения: именительный – nom, родительный – gen, дательный –

 dat, винительный – acc, творительный – ins, предложный – abl. 

По умолчанию nom. 

Результат 

После успешного выполнения возвращает массив 

объектов пользователей.  
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Глава 2. Программная реализация 

2.1 Постановка задачи 

На основе текстовых данных со стены страницы пользователя 

социальной сети «ВКонтакте» проводить анализ и определять 

профессиональную ориентацию будущего абитуриента. 

Для этого необходимо решить следующие задачи: 

1. Провести анализ текстов со страниц студентов, обучающихся в 

Тюменском государственном университете на факультетах трех 

основных направлений – математического, гуманитарного и 

естественно-научного; 

2. Разделить все тексты со страниц пользователей на три группы по 

признаку обучения студентов на факультете; 

3. Провести расчет частотности лексических единиц в текстах каждого 

из направлений; 

4. Построить модель (алгоритм) машинного обучения; 

5. Научиться выявлять профессиональных интересы пользователей на 

основе информации на их страницах. 

2.2 Используемые средства и технологии 

Для реализации поставленной задачи был использован 

высокоуровненный язык программирования python (версия 3.7.3) с 

использованием интеграционной среды разработки (IDE) Spyder, благодаря 

которой обеспечивается простота использования функциональных 

возможностей и легковесность программной части. 

При разработке были использованы следующие модули и библиотеки 

python: requests, json, pymorphy2, pandas, nltk. Рассмотрим каждую из них. 

requests  HTTP библиотека Python, простая и удобная в 

использовании, позволяет получать данные в виде объекта. 

Использовалась для получения данных с помощью Open API 

социальной сети «ВКонтакте»; 
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json    JSON (JavaScript Object Notation) - простой формат обмена 

данными, основанный на подмножестве синтаксиса JavaScript. 

Модуль json позволяет кодировать и декодировать данные в 

удобном формате; 

pymorphy2   Морфологический анализатор для русского языка на 

Python. Pymorphy2 – новая версия библиотеки, может работать в 

сотни раз быстрее, чем pymorphy и при этом требовать меньше 

памяти. Pymorphy2 написана на языке Python и умеет приводить 

слова к нормальное форме, ставить слово в нужную форму, 

менять падеж, возвращать грамматическую информацию о слове 

и многое другое; 

pandas   высокоуровневая python библиотека для обработки и 

анализа данных, построена поверх более низкоуровневой библиотеки NumPy. 

Основные структуры данных (типы объектов) — Series (одномерная 

структура) и DataFrame (двумерная структура); 

nltk   пакет библиотек для символьной и статистической 

обработки естественного языка, написанных на языке программирования 

python; 

Scikit-learn  библиотека, в которой реализовано большинство методов 

машинного обучения; 

Re    библиотека регулярных выражений. 

2.3 Сбор данных и подготовка к анализу 

Определив проблему cтатистического исследования и разработав 

наиболее подходящий подход к ее решению, необходимо собрать данные, а 

именно найти тех пользователей социальной сети «ВКонтакте», которые уже 

обучаются в Тюменском государственном университете на факультетах трех 

основных направлений. Для этой задачи был задействован онлайн сервис 

TargetHunter. 

TargetHunter — это онлайн инструмент, который помогает собрать 

аудиторию из социальной сети «ВКонтакте». Сервис предлагает больше 150 
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инструментов для поиска аудиторий, которые автоматизируют процесс, 

позволяют сэкономить огромное количество времени, проводить 

сравнительный анализ и пр. TargetHunter предлагает 3 тарифа для 

пользователей: 

 Бесплатный. Включает 24 инструмента, 1 поток; 

 Стандартный. Доступ почти ко всем инструментам, 2 потока и 

увеличенная в 5 раз скорость сбора данных. Стоимость зависит от срока 

действия. 

 Автоматизация. Все, что в стандартом тарифе, только еще и 

отслеживание вступлений в сообщества, ретроспективный сбор вступивших 

в любые сообщества, автоматизацию любых алгоритмов поиска и 

дополнительный поток для обработки автоматических задач, а также 

скорость парсинга увеличена в 15 раз. 

Мной был использован тариф «автоматизация», что позволило 

максимально быстро собрать данные учащихся когда-либо студентов.  

Для начала был выполнен поиск пользователей по вузу (ТюмГУ) и 

институту ИМиКН (рис. 11). 

 

Рисунок 11. Параметры для поиска студентов ИМиКН в TargetHunter 
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Были найдены все студенты ИМиКН, присутствующие в социальной 

сети «ВКонтакте» и явно указавшие в своей личной информации место 

обучения. Их количество составило 3979 студентов за все время обучения. 

Для получения наилучшего результата при анализе контента страниц 

необходимо оставить в списке пользователей только студентов начальных (1-

2) курсов. Это связано с тем, что интересы не так давно поступивших в 

университет студентов наиболее близко совпадают с интересами будущих 

абитуриентов. Так как определить точный курс обучения студента через 

«ВКонтакте» не представляется возможным, необходимо отфильтровать 

список уже найденных студентов по их возрасту. Логично предположить, что 

к начальным курсам обучения относятся студенты в возрасте 17-19 лет. 

Найденный список был отфильтрован по возрасту студентов, а также 

из этого списка были исключены все удаленные и забаненные аккаунты. 

После фильтрации в списке осталось 165 студентов. Таким образом, 

были найдены студенты в социальной сети «ВКонтакте», которые обучаются 

в институте математики и компьютерных наук предположительно на 1-2 

курсах. Список был выгружен в отдельный файл. 

Аналогичным образом были определены студенты гуманитарного 

профиля. К ним были отнесены пользователи, обучающиеся когда-либо в 

институтах: психологии и педагогики (ИПиП), филологии и журналистики 

(ИФиЖ), истории и политических наук (ИИиПН), государства и права 

(ИГиП), финансово-экономический (ФЭИ) и институт социально-

гуманитарных наук (СоцГум). 

По институтам гуманитарного профиля было найдено 20794 

пользователя в социальной сети «ВКонтакте». После фильтрации списка 

найденных пользователей было найдено 660 студентов гуманитарных наук, 

которые обучаются на начальных курсах. 

При вводе данных для поиска студентов естественно-научного 

направления были выбраны следующие институты: биологии (ИнБИО), наук 

о Земле (ИнЗЕМ), физико-технический (ФТИ), химии (ИнХим) и новый 
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институт, который был открыт в 2017 году – это  институт экологической и 

сельскохозяйственной биологии (X-BIO). 

Среди всех когда-либо обучающихся на профиле естественных наук 

было найдено 6158 человека. После фильтрации списка найденных 

пользователей было найдено 211 студентов естественных наук, которые 

обучаются на начальных курсах. 

В итоге были получены три списка студентов начальных курсов с 

номерами ID страниц «ВКонтакте» по трем основным научным 

направлениям: математическое, гуманитарное и естественное (табл. 1). 

Таблица 1. Страницы пользователей по трем научным направлениям 

Научное направление Страниц 

пользователей 

Студенты начальных 

курсов 

Математическое 3979 165 

Гуманитарное 20794 660 

Естественное 6158 211 

 

2.4 Представление данных 

В проектируемом приложении, перед тем, как проводить анализ 

текстовой информации со стены пользователя необходимо выполнить 

получение данных рассматриваемых пользователей. 

Как упоминалось в п. 1.7 и п. 2.2, получение информации с помощью 

Open API происходит в виде JSON объектов. Для получения информации со 

стены пользователей использовался метод Open API wall.get. Для удобной 

работы запрос происходит с помощью модуля requests языка python. 

Рассмотрим данный процесс более подробно на примере получения 

информации о пользователе. 

Вся полученная информация о нашем запросе хранится в объекте 

Response. Для того чтобы получить доступ к json-закодированному контенту 



42 
 

ответа используется метод json(). Полученный ответ представлен в 

следующем виде (см. Приложение 1). 

Для получения информации со стены пользователя была разработана 

рекурсивная функция get_wall_users: 

def get_wall_users(user_id, offset, check_output, posts_users): 

    response = requests.get('https://api.vk.com/method/wall.get', 

params={'owner_id': user_id, 'count': 100, 'offset': offset, 'extended': 0, 'v': 5.95, 

'access_token': 

'651e910f3e54e30764365e3d7c345ae57d33c61f56cd6f8dba6dfe1c364ddec736d3a

7c0a8bd656717bfc'}) 

    r_json = response.json() 

    if "response" in r_json: 

        posts = r_json['response']['items'] 

        count_posts = r_json['response']['count'] 

        if(check_output == False): 

            print("\ncount_posts: " + str(count_posts) + "\n") 

            check_output = True 

        posts_users.extend(posts)#добавляем в общий список постов группы 

    else: 

        print(r_json) 

         

    if(len(posts_users) >= count_posts) or (len(posts_users) >= 200): 

        return posts_users 

    else: 

        offset += 100 

        print(offset) 

        return get_wall_users(user_id, offset, check_output, posts_users) 

 

Сбор данных со стен пользователей осуществлялся по каждому из трех 

направлений (рис. 12). 
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Рисунок 12. Посты со стен пользователей «ВКонтакте» 

В данном списке сохранены и посты и репосты со стен пользователей, 

где строки представляют собой посты пользователей и полученную 

информацию по ним. В случае если у постов не было какого-либо описания, 

то в списке такие посты обозначены с пустыми полями. 

Размер файла составил 47 МБ. Количество собранных постов и 

репостов по трем научным направлениям составило 187005.  

Столбец с user_id представляет собой идентификационные номера 

пользователей «ВКонтакте». «Science» – это направление подготовки 

пользователя (студента), на котором он обучается. «Text» – текст поста или 

репоста со страницы пользователя. «Link» - ссылка на пост или репост со 

страницы, с которого был взят текст. 

Также встречаются пользователи, у которых аккаунт скрыт 

настройками приватности «ВКонтакте». У данных пользователей 

невозможно провести анализ информации на странице. API «ВКонтакте» 
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сообщает о таком аккаунте ошибкой со следующим текстом: 

«'This profile is private». 

Для дальнейшего анализа необходимо было очистить полученные 

данные: удалить все тэги, пунктуации, символы, заменить множественное 

количество пробелов на один, заменить букву «ё» на «е», убрать лишние 

пробелы в конце и начале строки, удалить строки с пустыми значениями. 

Данные операции осуществлялись с помощью библиотеки pandas. 

На основе обработанных данных, средняя длина текста одного поста 

(репоста) на странице пользователя по трем научным направлениям в 

социальной сети «ВКонтакте» равняется 212 символам. Усредненные данные 

текстов по каждому из направлений: 

 Математическое: 194 символа; 

 Гуманитарное: 202 символа; 

 Естественное: 242 символа. 

После предварительной обработки данных и их группировки по трем 

научным направлениям было получено количество текстовых постов по 

каждому из направлений, которые подходят для последующей 

классификации (табл. 2).  

Таблица 2. Количество текстов пользователей по трем научным 

направлениям после предварительной обработки 

Научное направление Количество текстов 

Математическое 12254 

Гуманитарное 56651 

Естественное 24226 

Данные по количеству постов также представлены на рисунке 13. 
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Рисунок 13. Столбчатая диаграмма. Количество текстов по трем научным 

направлениям 

Количество постов и репостов составило 93131. Из них текстов по 

математическому профилю составило 13,16%, по естественно-научному 

26,01%, по гуманитарному 60,83%. 

2.5 Построение модели 

Задача приложения состоит в том, чтобы получить точные прогнозы 

для новых, никогда ранее не встречавшихся данных. Машинное обучение с 

учителем является одним из наиболее часто используемых и успешных видов 

машинного обучения, но часто требует вмешательства человека, чтобы 

получить обучающий набор данных, а уже затем автоматизирует и часто 

ускоряет решение трудоемких или неосуществимых задач. 

Набор данных уже собран и готов к обработке (п. 2.3 - 2.4). На данном 

этапе исследования основным моментов является поиск наиболее точного 

классификатора текстов. Цель классификации состоит в том, чтобы 

спрогнозировать метку класса, которая представляет собой выбор из заранее 

определенного списка возможных вариантов. 
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Для классификации текстов были использованы следующие виды 

классификаторов: метод k-ближайших соседей (kNN), деревья решений 

(Trees) и случайный лес (RF), линейный дискриминантный анализ (LDA), 

логистическая регрессия (LR) и метод опорных векторов (SVM). Были 

выбраны данные виды классификаторов, так как их эффективность 

использования была установлена при решении задачи классификации текстов 

в ряде предшествующих работ [9, 10]. 

Чтобы не учитывать редко используемые слова, и часто используемые 

слова, используется список стоп-слов для русского языка. Дополнительно, в 

список стоп-слов были внесены слова из нецензурной лексики, междометия, 

союзы, частицы, так как в подавляющем большинстве случаев они являлись 

результатом ошибочной работы системы распознавания речи либо не несли 

существенной информации. Оставшиеся слова несут достаточно 

информации, чтобы использовать их векторное представление для обучения 

классификатора тем.  

И так, для построения модели есть данные в текстовом виде. 

Необходимо их закодировать в числовом виде. В пакете scikit-learn имеется 

несколько способов для извлечения и кодирования массивов текстовых 

данных: CountVectorizer, FeatureHasher, HashingVectorizer. 

FeatureHasher позволяет преобразовать строку текстовых данных в 

числовой массив с помощью хэш-функции. CountVectorizer позволяет 

преобразовать входной текст в матрицу, значениями которой являются 

количества вхождения данного ключа (слова) в текст. В отличие от метода 

FeatureHasher имеет больше настраиваемых параметров, но при этом 

работает медленнее. HashingVectorizer является смешанным из двух выше 

описанных методов. В нем можно настраивать токенизатор (как 

в CountVectorizer) и регулировать размер закодированной строки (как 

в FeatureHasher). При этом его производительность ближе к FeatureHasher. 

Если попробовать применить один из методов кодирования сейчас, то 

получатся очень похожие значения для некоторых слов. Такие случаи можно 

http://scikit-learn.org/
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минимизировать, если все слова привести к нормальной форме. Для этой 

задачи хорошо подойдет библиотека pymorphy или nltk. pymorphy  больше 

подходит для русского языка. 

Функция, которая будет отвечать за нормализацию и очистку строки 

выглядит следующим образом: 

def f_tokenizer(text): 

    a_morph = pymorphy2.MorphAnalyzer() 

    if type(text) == str: 

        words = s.split(' ') 

    else: 

        words = text 

    f = [] 

    for word in words: 

        if (len(word) > 2) and (word not in garbagelist) and (word not in 

stopwords.words('russian')) and (word not in stopwords.words('english')):             

            m = a_morph.parse(word.replace('.','')) 

            if len(m) != 0: 

                wrd = m[0] 

                 if wrd.tag.POS not in ('COMP', 'NUMR', 'NPRO', 

'PREP','CONJ','PRCL','INTJ', 'ADVB', 'PRED', 'ADJF'): 

                     f.append(wrd.normal_form) 

    return f   

garbagelist из функции – это словарь стоп-слов, которые не нужно 

учитывать при анализе. К ним относятся таким слова, как: спасибо, 

пожалуйста, добрый, день, vk, com и т д. 

Слова, которые меньше 3-х символов не включаются в анализ. 

Функция делает следующее: 

 Сначала она преобразовывает строку в список слов; 

 Затем для всех слов производит разбор; 
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 Если слово является числительным, предлогом, местоимением-

существительным, союзом, частицей, междометием, наречием, 

предикативом или полным прилагательным, то такое слово не 

включаем в конечный набор; 

 Исключает слова из словаря со стоп-словами; 

 Если слово не попало в предыдущий список, берет его нормальную 

форму и добавляет в финальный набор. 

По итогу обработки получился словарь, количество слов в котором 

106499. Количество частотных единиц до и после обработки представлено в 

таблице 3. 

Таблица 3. Количество частотных единиц до и после обработки 

Всего слов Уникальных слов Всего слов после 

обработки 

Уникальных слов 

после обработки 

3106801 242193 1460739 106499 

После приведения слов к нормальной форме можно приступить к 

кодированию с помощью метода HashingVectorizer. Он был выбран из-за 

того, что ему можно передать нашу функцию в качестве токенизатора и он 

составит список ключей по значениям, полученным в результате работы 

нашей функции: 

coder = HashingVectorizer(tokenizer=f_tokenizer) 

Далее применяем наш кодировщик к обучающему набору: 

TrainNotDuble = train.drop_duplicates() 

trn = coder.fit_transform (TrainNotDuble.texts.tolist()).toarray() 

При построении алгоритма машинного обучения с заранее известным 

классом (факультет обучения: гуманитарный, естественный, 

математический) все обработанные тексты были разбиты на две 

непересекающиеся части 70:30%: «Обучающую» (Tr) и «Тестовую» (Te), где 

«Обучающая» - Tr = {d1 … d|Tr |}, по которой создается классификатор, а 
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«Тестовая» (Te = {d|Tr|+1 … d|Q|}) – это массив стен пользователей, на 

которых происходит проверка качества работы классификатора. 

В первую очередь необходимо задать значения для столбца, где будут 

содержаться метки классов:  

target = TrainNotDuble.science.values 

Для оценки качества классификации будет использоваться количество 

документов, по которым принято правильное решение, т. е. 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑃

𝑁
, 

где P – это количество документов по которым классификатор принял 

правильное решение, а N – размер всей обучающей выборки. В пакете scikit-

learn для этого есть функция: accuracy_score [16]. Данные о результатах 

классификации текстов представлены в таблице 4. 

Таблица 4. Оценка точности классификации текстов на основе 

выбранных классификаторов 

Классификатор Tr Te 

kNN 73,88 71,65 

Trees 67,57 68,01 

RF 80,11 75,85 

LDA 74,13 71,42 

LR 83,63 83,37 

SVM 71 65,81 

Где Tr – точность работы классификатора обучающей выборки, Te –

точность работы классификатора тестовой выборки. 

Также для оценки качества работы классификаторов учитывается 

полнота, точность и F-мера алгоритмов (п.1.7). Результаты в таблице 5. 
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Таблица 5. Точность, полнота и F-мера классификаторов 

Классификатор P-Macro 

(Точность) 

R-Macro 

(Полнота) 

F-мера 

kNN 0.72 0.62 0,67 

Trees 0.68 0.64 0,66 

RF 0.76 0.73 0,74 

LDA 0.71 0.70 0,70 

LR 0.83 0.78 0,80 

SVM 0.65 0.64 0,64 

Из результатов оценки алгоритмов можно сделать вывод, что самая 

большая точность - у метода классификации LR (логистическая регрессия), 

самый высокий результат полноты - у классификатора RF (случайный лес). 

В качестве метода классификации для определения профильных 

интересов пользователей выбран метод логистической регрессии, так как он 

показал лучшую оценку точности 0.83 и сравнительно хорошую полноту 

0.78.  

Построение модель будет выглядеть следующим образом: 

model = LogisticRegression(n_estimators = 100, criterion='entropy') 

    TRNtrain, TRNtest, TARtrain, TARtest = train_test_split(trn, target, 

test_size=0.4) 

    model.fit(TRNtrain, TARtrain) 

    print ('accuracy_score: ', accuracy_score(TARtest, 

model.predict(TRNtest))) 

Детальные оценки для LR представлены в таблице 6. 
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Таблица 6. Детальные оценки по классам классификатора LR 

Класс Точность Полнота F1-score Документов в 

тесте 

humanitarian 0,79 0,77 0,78 14746 

imikn 0,85 0,73 0,79 5548 

naturally 0,84 0,84 0,84 7645 

Рассмотрим оценки построенной модели на матрице ошибок (рис. 14). 

 

Рисунок 14. Точность классификатора LR. Матрица ошибок 

Данная модель классификации данных использует метод 

логистической регрессии (LR). Основным преимуществом данной модели 

является её высокая точность для рассматриваемых текстовых данных с 

постов и репостов пользователей. С ростом базы текстов и появлением новых 

терминов и документов классификация может ухудшиться. Поэтому по мере 

увеличения количества текстовых данных следует переобучать 

классификатор. 
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2.6 Реализация веб-интерфейса 

Интерфейс системы был развернут с помощью Flask (фреймворк для 

создания веб-приложений на языке программирования Python).  

Чтобы было удобно считывать введенные значения, используется веб-

интерфейс. Указывается город и профиль обучения, который необходимо 

определить (естественно-научный, математический или гуманитарный) (рис. 

15).  

 

Рисунок 15. Интерфейс системы для определения пользователей 

Используется jQuery.ajax(), поэтому указывается метод post при 

определении маршрута. Введенные значения считываются следующим 

образом: 

@app.route('/getUsers',methods=['POST']) 

def getUsers(): 

    _city = request.form['city'] 

    _science = request.form['science'] 

 

После ввода данных происходит поиск через API «ВКонтакте» тех 

пользователей, которые соответствуют введенным параметрам. 
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При этом пользователи ограничиваются по указанному году окончания 

обучения в школе – по текущему. То есть, если пользователь заканчивает 

школу в текущем, 2019, году, он считается абитуриентом и имеет смысл 

проанализировать страницы именно этих пользователей. Тем самым 

происходит сбор id страниц абитуриентов. После этого происходит сбор 

текстов со страниц, их предобработка, нормализация и векторизация, далее – 

применение ранее построенной модели машинного обучения. 

Итоговая задача – классифицировать пользователей в соответствии с 

выбранным профилем обучения, но так как классификация осуществляется 

по текстам постов и репостов пользователей, то построенная модель будет 

классифицировать каждый текст по отдельности. Чтобы сделать 

предсказание для пользователя, будет выдаваться наиболее частый класс, 

предсказываемый для его текстов со страницы. 

Пользователи, которые были найдены на основе модели машинного 

обучения сохраняются в файл и возвращаются во всплывающем html окне со 

ссылкой, доступной для скачивания данного файла (рис. 16). 

 

Рисунок 16. Вывод ссылки на скачивание файла с найденными id 

пользователей 
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Заключение 

В настоящее время социальные сети посещают несколько сотен 

миллионов пользователей ежедневно, и их количество постоянно растет. При 

этом у большинства пользователей обычной практикой является 

использование социальных сетей для выражения своего мнения по 

интересующим их темам или событиям. Пользователи размещают посты или 

делают репосты с тематических групп на своих страницах, что позволяет 

определять их мнения и интересы. Данная информация делает разработанные 

системы, предназначенные для сбора и обработки соответствующих данных 

актуальными. 

В результате выполнения работы изучены подходы к выявлению 

интересов пользователей на основе анализа текста в социальных сетях и 

определены соответствующие количественные характеристики. 

Было проведено исследование, в основе которого необходимо было 

собрать данные пользователей, обучающихся на трех научных направлениях 

(математическое, гуманитарное и естественно-научное), провести анализ и 

построить модель для обучения. Для этого были решены следующие задачи: 

 Произведен поиск пользователей, обучающихся на трех научных 

направлениях в ТюмГУ; 

 Собраны текстовые данные со страниц пользователей; 

 Проведен анализ на основе собранных данных; 

 Выбраны методы классификации текстов; 

 Произведено сравнение качества классификации методов машинного 

обучения; 

 Выбрана и построена модель машинного обучения на основе 

наилучших результатов при сравнении качества классификации. 

В работе предложены алгоритмы и методы классификации текстов, 

которые подходят для определения нескольких классов. Тестирование 

алгоритмов проводилось на трех классах (математический, гуманитарный и 



55 
 

естественно-научный). По результатам тестирования был выбран метод 

классификации логистическая регрессия (LR), показавший более высокое 

качество с преимуществом до 14% в зависимости от метрики. 

По результатам исследования предложена система автоматической 

классификации текстов, которая с наибольшей точностью определяет 

профильные интересы абитуриентов. 

В дальнейшем построенная модель машинного обучения продолжит 

обучение на новых данных, при этом планируется добавить функционал для 

анализа абитуриентов в режиме онлайн.  
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ПРИЛОЖЕНИЕ 1 

Получение данных со стены пользователя в формате JSON 

{ 

"response": { 

"count": 133, 

"items": [{ 

"id": 4326, 

"from_id": 64057846, 

"owner_id": 64057846, 

"date": 1535632446, 

"post_type": "post", 

"text": "", 

"copy_history": [{ 

"id": 184378, 

"owner_id": -43696984, 

"from_id": -43696984, 

"date": 1484427685, 

"post_type": "post", 

"text": "Вы никогда не задумывались, что математика не интересна вам, 

потому что вы не пытались понять ее?  

Математика - прекрасна. Я испытываю искреннюю радость когда у меня 

сходятся ответы в задачах, когда извлекаются корни, когда делятся нацело 

огромные примеры.  

Математика учит нас тому, что на каждую проблему есть решение. И 

каждая задача в итоге приводит к единому ответу. Пусть это число. Пусть 

это дробь. Пусть это переменная, значение которой нам никогда не узнать. 

Но это - ответ. И никого другого в этой задачи не будет. Это решение и 

единственный выход из данной проблемы. 

И если вам не интересна математика, должно быть, вы толком не поняли 

всей ее сути.", 

"attachments": [{ 

"type": "photo", 

"photo": { 

"id": 456244947, 

"album_id": -7, 

"owner_id": -43696984, 

"user_id": 100, 

"sizes": [{ 

"type": "m", 

"url": "https://pp.userap...b9c/0wyPmFvciKo.jpg", 

"width": 130, 

"height": 104 

}, { 

"type": "o", 

"url": "https://sun9-13.u...b9e/DWaPz9r-r1Y.jpg", 

"width": 130, 

"height": 104 

}, { 

"type": "p", 

"url": "https://pp.userap...b9f/Htb6qluYWu4.jpg", 

"width": 200, 

"height": 160 

}, { 

"type": "q", 

"url": "https://pp.userap...ba0/7nQ_49NJAk0.jpg", 

 

https://pp.userapi.com/c635102/v635102717/19b9c/0wyPmFvciKo.jpg
https://sun9-13.userapi.com/c635102/v635102717/19b9e/DWaPz9r-r1Y.jpg
https://pp.userapi.com/c635102/v635102717/19b9f/Htb6qluYWu4.jpg
https://pp.userapi.com/c635102/v635102717/19ba0/7nQ_49NJAk0.jpg
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"width": 320, 

"height": 256 

}, { 

"type": "r", 

"url": "https://pp.userap...ba1/Z_0YgHPQ408.jpg", 

"width": 510, 

"height": 409 

}, { 

"type": "s", 

"url": "https://sun9-12.u...b9b/PuKnvDZGK0Y.jpg", 

"width": 75, 

"height": 60 

}, { 

"type": "x", 

"url": "https://pp.userap...b9d/EDUEvDPPiVs.jpg", 

"width": 604, 

"height": 484 

}], 

"text": "", 

"date": 1484424019, 

"post_id": 184371, 

"access_key": "c75f84a1c2fff24cfb" 

} 

}], 

"post_source": { 

"type": "api" 

} 

}], 

"is_pinned": 1, 

"post_source": { 

"type": "api", 

"platform": "iphone" 

}, 

"comments": { 

"count": 0, 

"can_post": 0, 

"groups_can_post": true 

}, 

"likes": { 

"count": 12, 

"user_likes": 0, 

"can_like": 1, 

"can_publish": 1 

}, 

"reposts": { 

"count": 0, 

"user_reposted": 0 

}, 

"views": { 

"count": 1293 

}, 

"is_favorite": false 

}] 

} 

} 

https://pp.userapi.com/c635102/v635102717/19ba1/Z_0YgHPQ408.jpg
https://sun9-12.userapi.com/c635102/v635102717/19b9b/PuKnvDZGK0Y.jpg
https://pp.userapi.com/c635102/v635102717/19b9d/EDUEvDPPiVs.jpg

