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Аннотация
За последнее столетие потребление энергии резко возросло из-за многих факторов: техно-
логических, социальных, экономических. Поэтому прогнозирование энергопотребления 
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имеет большое значение для множества процессов, включая планирование работы гене-
рирующего оборудования, управление и оптимизацию режимов работы энергетических 
систем, а также сохранение энергетических ресурсов. За последние несколько десятилетий 
модели на основе данных для прогнозирования энергопотребления значительно улучши-
лись благодаря их повышенной производительности, надежности и простоте разверты-
вания. На сегодняшний день среди множества различных типов моделей искусственные 
нейронные сети входят в число наиболее популярных подходов на основе данных. В этой 
статье рассмотрена возможность применения искусственных нейронных сетей для 
среднесрочного прогнозирования электропотребления предприятия. Реализована зада-
ча построения искусственной нейронной сети с использованием алгоритма с обратной 
связью для обучения сети на базе математического пакета MATLAB. Нами были про-
анализированы такие характеристики, как настройка параметров, сложность реализации, 
скорость обучения, сходимость результата, точность прогнозирования и стабильность 
результата. Полученные результаты позволили сделать вывод, что алгоритм с обратной 
связью хорошо подходит для среднесрочного прогнозирования электропотребления.
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Введение
В последние годы прогнозирование электропотребления стало одним из основных 
направлений исследований в электроэнергетике. Оно играет важную роль в плани-
ровании режимов и эксплуатации энергосистемы. При управлении энергетическим 
оборудованием стоят основные задачи, такие как подача заявок на включение 
оборудования и предоставления резерва мощности в условиях работы.

Планирование расхода топлива и технического обслуживания агрегата в рамках 
эксплуатации генерирующего оборудования могут выполняться достаточно эффек-
тивно при наличии точного прогноза [1]. В масштабах энергосистемы в текущих 
рыночных условиях точность прогнозирования потребления влияет на решение 
задачи экономической диспетчеризации и повышения благосостояния всех участ-
ников рынка. Прогнозирование величины и объемов электропотребления также ак-
туально для промышленных предприятий. Для этого имеются как технические, так 
и экономические предпосылки. С одной стороны, сегодня в России у потребителей 
появляется все больше возможностей оптимизировать свое электропотребление 
и получать экономическую выгоду. Например, предприятия могут участвовать 
в механизме ценозависимого потребления или снижать счет за электроэнергию 
и мощность путем подстройки графика нагрузки под уровень равновесных цен 
и пиковых часов энергосистемы. С другой стороны, развитие техники позволяет 
создавать высоко автоматизированные системы с применением систем хранения 
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энергии. Такие системы позволяют снижать потери в сетях и электрооборудовании 
предприятий при оптимальном планировании режима. Прогнозирование электро-
потребления требуется для успешной реализации данных возможностей. И чем 
выше его точность, тем больше экономическая и техническая выгода для предприя-
тия. Следовательно, развитие и применение методов и алгоритмов прогнозирования 
электропотребления повышенной точности особенно важно в текущих условиях. 
Среди методов прогнозирования выделяют классические и интеллектуальные. 
К классическим методам относятся регрессионные, авторегрессионные и веро-
ятностные методы. К интеллектуальным — экспертные системы, искусственные 
нейронные сети, клеточные автоматы, хаотические процессы и т. п.

Сейчас много промышленных предприятий делают прогнозы по электропо-
треблению методом оценок экспертами. Но этот метод не всегда точен и не от-
вечает требованиям ситуации. Средняя квадратичная ошибка прогнозирования 
с помощью этого метода достаточно большая: 11,37 [9] и 15,77% [6].

При этом благодаря тренду автоматизации и телемеханизации систем элек-
троснабжения их наблюдаемость повышается. В распоряжении специалистов 
появляется большой объем данных, которые могут быть ис поль зованы в режиме 
реального времени [2].

В общем, прогнозирование электропотребления в зависимости от времен-
ного периода, на который составляется прогноз, можно разделить на следующие 
виды: краткосрочное, среднесрочное и долгосрочное [4]. Краткосрочное про-
гнозирование обычно подразумевает составление прогноза на один или несколь-
ко часов (в некоторых случаях период может быть увеличен до недели). Сред-
несрочное прогнозирование электропотребления осуществляется на период от 
одной недели до одного года. Долгосрочное прогнозирование делается на срок 
более одного года. Каждый вид имеет важное значение в экономической и тех-
нической сфере, а именно — в надежной эксплуатации электрических сетей 
и систем электроснабжения. Сегодня особенно часто для прогнозирования ка-
ких-либо параметров используются искусственные нейронные сети (ИНС), 
которые состоят из большого количества взаимосвязанных нейронов. Это сво-
его рода управляемая модель нелинейного отображения, созданная по подобию 
биологической нейронной сети. В целом искусственная нейронная сеть позво-
ляет моделировать и предсказывать результаты какой-либо задачи путем обуче-
ния на заданном количестве примеров [3-5].

Математическая модель нейрона описывается двумя уравнениями:

  , (1)

  ,  (2)

где uk — линейная комбинация входных воздействий, ωkj — синоптические веса 
нейрона, xj — входные сигналы, φ(uk + bk) — функция активации, уk — выходной 
сигнал нейрона, m — количество нейронов во входном слое.
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Функция ���� � �1, �  � �0,5;  |�|, 0,5 � � � �0,5;  0, �  � �0,5   является кусочно-линейной и определяется следующими 
выражениями:

 ���� � �1, �  � �0,5;  |�|, 0,5 � � � �0,5;  0, �  � �0,5  .  (3)

Чтобы создать искусственную нейронную сеть, используется сигмоидная 
функция. Это быстрорастущая функция, которая поддерживает баланс между 
нелинейными и линейными курсами. Примером сигмоидной функции является 
логистическая функция, определяемая выражением:

 1
1  , (4)

где α — параметр наклона сигмоидальной функции, e — сигнал ошибки (error 
signal), v — индуцированная локальная поля.

Для реализации метода прогнозирования нейронной сети необходимо 
выбрать программное обеспечение, на основе которого будет строиться ИНС, 
а также определить такие параметры нейронной сети, как архитектура, метод 
обучения и т. д. Кроме того, важным компонентом в реализации данного метода 
прогнозирования электропотребления является наличие набора данных для обу-
чения сети, а также набора данных для анализа точности прогнози рования [3, 7].

Перечисленные выше задачи могут быть решены по-разному. Далее рассмо-
трим выбранный нами набор параметров для реализации нейронной сети.

Методы
Выбор архитектуры нейронной сети
Архитектура нейронной сети построена на основе структуры и функциях био-
логической нейронной сети. Подобно нейронам в головном мозге, ИНС также 
состоит из нейронов, расположенных в различных слоях. Нейронная сеть пря-
мого распространения — это популярная нейронная сеть, которая состоит 
из нескольких слоев: входного слоя для приема внешних данных для распозна-
вания образов, выходного слоя, который дает решение проблемы, и скрытого 
слоя — промежуточного слоя, который разделяет другие слои. Соседние ней-
роны от входного слоя к выходному слою соединены ациклическими дугами. 
ИНС использует алгоритм обучения для изучения наборов данных, который 
изменяет вес нейронов в зависимости от частоты ошибок между целевым и фак-
тическим выходными данными. Как правило, для обучения ИНС использует 
алгоритм обратного распространения ошибки с использованием предваритель-
но размеченных наборов данных.

Для получения точного прогноза энергопотребления необходимо определить 
входные переменные и структуру сети, обеспечивающую приемлемую точность 
прогноза и время обучения сети [3, 8]. На первом этапе исследования сеть об-
ратной связи использовалась для прогнозирования энергопотребления. На рис. 1 
показана схема этой сети.
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Рис. 1. Схема ИНC прямого распространения 
данных и обратного распространения 
ошибки (feed-forward backprop)

Fig. 1. ANN scheme of data forward 
propagation and error backpropagation 
(feed-forward backprop)

Выбор алгоритма обучения нейронной сети
На сегодняшний день не существует установленного стандартизованного мето-
да выбора архитектуры ИНС, близкой к оптимальной. Проект оптимальной 
архитектуры ИНС можно сформулировать как задачу поиска. Для выбора под-
ходящей архитектуры нейронной сети обычно используются четыре основных 
подхода: эвристика, каскад-корреляция, эволюционный алгоритм (EA) и новый 
подход, автоматизированный подход.

Алгоритм обратного распространения ошибки (BP) для обучения нейронных 
сетей с прямой связью оказался надежным даже для сложных задач. Однако его 
высокие результаты достигаются за счет длительного времени обучения для 
настройки параметров сети, что может негативно сказаться во многих реальных 
приложениях. Даже в относительно простых задачах стандартный BP часто 
требует длительного процесса обучения, в котором полный набор обучающих 
примеров обрабатывается десятки, сотни или тысячи раз. Обработка, например, 
40 тренировочных циклов происходит за 0,001 с [15].

Далее представлен универсальный метод ускорения для алгоритма BP, ос-
нованный на экстраполяции веса каждого отдельного соединения. Эту проце-
дуру экстраполяции легко реализовать, и она активируется только несколько раз 
между итерациями обычного алгоритма BP. Эта процедура, в отличие от более 
ранних процедур ускорения, минимально изменяет вычислительную структуру 
алгоритма BP. Жизнеспособность этого нового подхода продемонстрирована 
на трех примерах. Результаты показывают, что это приводит к значительной 
экономии времени вычисления стандартного алгоритма BP. Более того, решение, 
вычисленное с помощью предлагаемого подхода, всегда находится в непосред-
ственной близости от решения, полученного с помощью традиционной проце-
дуры BP, следовательно, предлагаемый метод обеспечивает реальное ускорение 
алгоритма БП без снижения полезности его решений. Производительность 
нового метода также сравнивается с производительностью алгоритма сопря-
женного градиента, который является улучшенной и более быстрой версией 
алгоритма BP. Алгоритм предполагает два прохода через все уровни сети: пря-
мой и обратный [9]. Принципиальная схема алгоритма обратного распростра-
нения представлена на рис. 2.
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Рис. 2. Принципиальная схема 
алгоритма обратного распространения

Fig. 2. A schematic diagram 
of the backpropagation algorithm
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Рис. 3. Вид нейросети с реализацией 
метода обратного распространения ошибки

Fig 3. The view of the backpropagation 
neural network

В нашей работе обучение сети происходит по алгоритму обратного распро-
странения ошибки (“error backpropagation”), сама нейронная сеть была создана 
с использованием программного пакета MATLAB [7, 8, 9].

На рис. 3 показан вид нейросети с реализацией метода обратного распро-
странения ошибки.

Выходной сигнал нейронной сети определяется функцией 

  
 

 
n

j
t

m

i
jtijjt WYWFWWY

1 1
010 )( 

 
,  (5)

где m — число нейронов во входном слое, n — число скрытых слоев, Yt — вы-
ходной сигнал, W0, Wj — вес 0-го нейрона и j-го нейрона, W0j — вес связи между 
0- и j-нейронами, F — вектор матрицы f; δt — ошибка, определяемая разницей 
между желаемым и реальным выходными значениями сигнала.

Обучение нейронной сети
Задача обучения нейронной сети — это баланс между изучением набора обуча-
ющих данных и обобщением на новые примеры за пределами набора обучающих 
данных [10].

Имеются восемь специальных приемов, которые можно использовать для 
более быстрого обучения качественных моделей нейронных сетей. При обучении 
сети предоставляются как входы, так и выходы. Затем сеть обрабатывает входы 
и сравнивает полученные выходы с желаемыми выходами. Затем ошибки распро-
страняются обратно по системе, заставляя систему корректировать вес, которые 
управляют сетью. В нашем случае при обучении нейронного веса входного и скры-
того слоя. На рис. 4 представлен алгоритм обучения нейронной сети, на котором 
четко видно, что слои меняются на каждой итерации в обратном порядке.

Распространение ошибки [11] представлена следующими выражениями:
  ,  (6)

  ,  (7)
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Рис. 4. Алгоритм обучения нейронной 
сети

Fig. 4. An algorithm for teaching 
a neural network
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где Wnew — новый вес, Wold — старый вес, η — параметр, отвечающий за скорость 
обучения нейросети, Т — реальное и Y — желаемое значения сигнала на выхо-
де нейросети.

Сигмоида как функция активации представлена следующим уравнением:

 
xe1

1)x(f 


 
, (8)

где е−х — выходная ошибка сети.
Для оценки величины ошибки в нейронных сетях чаще всего применяют 

уравнение средней квадратичной ошибки [7]:

 2

1

1 N

i
i

MSE e
N 

 
 
, (9)

где MSE (mean squared error) — среднеквадратическая ошибка прогноза, N — 
количество точек данных, еi = уi − ti; ti — фактические значение и уi — желаемое 
значение сигнала на выходе первого нейрона.

Результаты моделирования и их обсуждение
Для структуры нейронной сети методом итераций были выбраны следующие 
параметры [11, 12] (таблица 1).

Структура моделируемой искусственной нейронной сети представлена на рис. 5.
Из таблицы 1 следует, что метод ускорения для алгоритма BP позволил за 

0,001 с обработать 3 000 тренировочных циклов. При этом с помощью стандарт-
ного алгоритма ВР за это же время обработано всего лишь 40 циклов [15].

Таблица 1 Table 1
Основные параметры структуры 
нейронной сети методом итераций

The basic parameters of the neural 
network’s structure by the iteration 
method

Доля  
обучающих 

данных

Доля  
тестовых 
данных

Скорость 
обучения

Число 
скрытых 

слоев

Число 
нейронов 

в скрытом 
слое

Максимальное 
количество трени-
ровочных циклов

70% 30% 0,001 1 10 3 000

Рис. 5. Структура моделируемой 
искусственной нейронной сети

Fig. 5. The structure of the simulated 
artificial neural network



Âåñòíèê Òþìåíñêîãî ãîñóäàðñòâåííîãî óíèâåðñèòåòà

186

 

Рис. 6. Результаты обучения 
и тестирования сети

Fig. 6. The results of training 
and network testing

На рис. 6 показаны полученные результаты обучения и тестирования сети.
После обучения сети для проверки правильности модели был сделан прогноз 

энергопотребления на период c 01.04.2017 по 30.04.2017. Полученные резуль-
таты представлены в таблице 2.

На рис. 7 представлен график прогноза электропотребления.
На рис. 8 представлен фактический и прогнозный графики электропотре-

бления.
При сравнении данных, полученных системой с реальными данными, вы-

ясняется, что ИНС действительно выполняет прогнозы, близкие к реальности 
(рис. 8).

Али К. С., Ибрагим А. Х. А., Хасан А. М., Логачева А. Г.



187Прогнозирование электропотребления предприятия ...

Физико-математическое моделирование. Нефть, газ, энергетика.  2021.  Том 7. № 1 (25)

Таблица 2 Table 2
Полученные результаты обучения 
и тестирования сети

The results obtained for training 
and network testing

Дата Прогнозирование Фактически Среднеквадратичес-
кая ошибка

01.04.2017 30,07 30 0,25

02.04.2017 25,28 24,91 1,48

03.04.2017 25,28 25,77 −1,9

04.04.2017 21,06 20,94 0,57

05.04.2017 20,82 21,13 −1,47

06.04.2017 18,08 18,56 −2,37

07.04.2017 18,56 19,01 −2,19

08.04.2017 15,16 15,50 −2,12

09.04.2017 15,59 15,88 −1,12

10.04.2017 14,30 14,64 −2,32

11.04.2017 14,53 14,12 −2,9

12.04.2017 16 16,66 −3,96

13.04.2017 15,65 16,13 −2,97

14.04.2017 16,27 16,34 −0,37

15.04.2017 16,27 15,81 −3,04

16.04.2017 15,61 15,81 −1,3

17.04.2017 16,21 16,67 −2,87

18.04.2017 15,62 15,91 −1,81

19.04.2017 16,08 16,72 −3,82

20.04.2017 18,90 19,33 −2,22

21.04.2017 18,79 18,61 0,97

22.04.2017 19,84 19,58 1,33

23.04.2017 19,74 19,22 2,7

24.04.2017 22,40 22,94 −2,35

25.04.2017 21,87 21,64 1,06
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Рис. 8. Фактический и прогнозный 
графики электропотребления

Fig. 8. Actual and projected power 
consumption graphs

 
Рис. 7. График прогноза 
электропотребления

Fig. 7. A forecast graph of the electricity 
consumption

Али К. С., Ибрагим А. Х. А., Хасан А. М., Логачева А. Г.



189Прогнозирование электропотребления предприятия ...

Физико-математическое моделирование. Нефть, газ, энергетика.  2021.  Том 7. № 1 (25)

Заключение
В качестве альтернативы наиболее распространенному на сегодняшний день 
методу прогнозирования электропотребления по принципу экспертных оценок 
нами был рассмотрен перспективный метод прогнозирования с помощью ис-
кусственных нейронных сетей. 

Реализация нейронной сети осуществлена с помощью пакета программ 
MATLAB. В ходе исследования была построена архитектура в виде сетки с пря-
мым распространением данных и обратным распространением ошибок. Обрат-
ное распространение ошибок было использовано как алгоритм обучения сети. 
Обучение проводилось методом градиентного спуска. 

Представлены принципиальная схема алгоритма обратного распространения 
ошибок и универсальный метод ускорения стандартного алгоритма, который 
приводит к значительной экономии времени вычислений.

Тестирование построенной сети и сравнение результатов для двух выборок 
данных показало высокую точность прогнозирования. Средняя квадратичная 
ошибка прогнозирования не превышает значения 3,82%. Тогда как метод про-
гнозирования электропотребления по принципу экспертных оценок дает эту 
ошибку на уровне 11,37-15,77%.
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Abstract
Energy consumption has increased dramatically over the past century due to many factors, 
including both technological, social and economic factors. Therefore, predicting energy 
consumption is of great importance for many parameters, including planning, management, 
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optimization and conservation. Data-driven models for predicting energy consumption 
have grown significantly over the past several decades due to their improved performance, 
reliability, and ease of deployment. Artificial neural networks are among the most popular 
data-driven approaches among the many different types of models today. 
This article discusses the possibility of using artificial neural networks for medium-term 
forecasting of the power consumption of an enterprise. The task of constructing an artificial 
neural network using a feedback algorithm for training a network based on the Matlab math-
ematical package has been implemented. 
The authors have analyzed such characteristics as parameter setting, implementation com-
plexity, learning rate, convergence of the result, forecasting accuracy, and stability. The results 
obtained led to the conclusion that the feedback algorithm is well suited for medium-term 
forecasting of power consumption.

Keywords
Artificial neural networks, training algorithm, power consumption forecasting, back propa-
gation of error, mean square error, activation function.
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